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Abstract

This paper studies the number of kits produced in a mating season by ma-
le mink and various biological and reproductive properties of the mink. A
dataset collected in a controlled study of 482 male mink is considered and
trimmed with the aim of doing a complete case analysis. The study uses repe-
ated 10-fold cross-validation to estimate prediction errors in the considered
models. A number of tree-based and linear regression methods are used to
construct models of the number of kits produced. A random forest model
results in an estimated RMSE of 16.85 and a boosted tree model results
in an estimated RMSE of 16.84. An ordinary least squares model selected
with best subset selection results in 4 predictors out of seven being selected
and an estimated RMSE of 16.77. Using an elastic net penalty on all seven
predictors the fit is improved to result in an RMSE of 16.73. Using a model
that estimates the mean results in an estimated RMSE of 17.2. Using 1000
repeats of 10-fold crossvalidation, it is reaffirmed that the linear models per-
form the best although the improvement from the mean model is small. All
the models appear to suggest that the size of the baculum, the colour of the
mink and the size of the testes are the primary predictors of interest while
the physical size and asymmetry of the testes are less relevant. The lack of
predictive power is assumed to have been caused by correlated predictors
and a noisy relationship between predictors and response. Further studies
that record properties of the female mink and/or that model non-linear re-
lationships between predictors and response are needed to provide better
models.
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2 DATA

1 Indledning

Mink er Danmarks tredje stgrste animalske eksportprodukt og minkindustrien beskaef-
tiger over 6000 personer|8] [1|. Danmark har verdens fgrende minkproduktion med 17.8
millioner minkskind produceret arligt, og den danske forskning pa omradet er ligeledes
pa fgrende pa internationalt plan. Forskningen er med til at sikre den bedste velfeerd for
dyrene, mens de er levende, og ligeledes sikre det bedst mulige produkt for industrien.

I dette projekt betragtes et dataszt bestaende af data fra et reproduktionsforsgg
med fokus pa hanminkenes rolle i processen. Det fgdte antal hvalpe for hver hanmink vil
modelleres i et forsgg pa forst og fremmest at opna sterst prediktiv kraft, dvs. at finde
en model, der kan forudsige hvilke hanmink, der er bedst at avle pa, hvis man sgger at
maksimere antallet af hvalpe. Udover den rene prediktive kraft, vil der laegges veegt pa
hvilke variable hver model veelger til at vaere mest signifikante til at prediktere. Denne
modellering vil fgrst ske med en rackke traebaserede metoder i et forsgg pa at maksimere
prediktiv kraft. Herefter vil mere fortolkelige linezere modeller tages i brug med forskellige
metoder til variabelselektion. Til sidst vil de udvalgte modeller sammenlignes bade pa
prediktiv kraft og signifikans af variable.

2 Data

2.1 Praesentation

Det betragtede datasaet er stillet til radighed af lektor og dyrleege Anne Sofie Vedsted
Hammer ved Institut for Veteringer sygdomsbiologi pa Kgbenhavns Universitet. Datasaet-
tet stammer fra en undersggelse af hanmink pa en forsggsfarm i Holstebro i marts 2013 og
2014. Undersogelsen omfatter 482 hanmink, hvorom der er blevet noteret en raekke gene-
relle biologiske variable og information om minkenes reproduktionsorganer. Hanminkene
er alle ca. 1 ar gamle pa tidspunktet for notering af disse variable, da de alle er blevet
aflivet efter parring.

Udover disse rent biologiske faktorer, er desuden blevet noteret resultatet af et kontrol-
leret reproduktionsforsgg, der er foretaget pa forsggsfarmen. Nar hannerne skulle parres
pa forsggstfarmen, blev de sat sammen med en taeve ad gangen, og det blev noteret om
parringen blev gennemfgrt eller ej. Denne procedure blev fortsat, indtil hannen ikke lsen-
gere ville parre sig. Undersggelsens primaere formal var at afklare, om der er sammenhang
mellem stgrelsen pa hanminkenes penisknogle og testes, hanminkenes farve og hanmin-
kenes reproduktionsresultater. Variablene i datasattet kan ses opsummeret i Tabel 1.
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‘ Variabel ‘ Forklaring ‘ Antal obs. ‘
KF Et journalnummer for hver af de involverede mink 482
PKL Penisknoglens laengde i millimeter 459
TV1 Den ene testikels veegt i gram 480
TV2 Den anden testikels vaegt i gram 467
TL1 Den ene testikels leengde 1 millimeter 480
TL2 Den anden testikels leengde i millimeter 458
PV Parringsvillighed (0: 0 parrede teever, 1: 1-3 2: >3 ) 480
F Minkens farve (enten sort eller brun) 482
KV Kropsvaegten malt postmortem i gram 304
SV Kropsvaegten malt ved sortering i gram 191
KL Kropsleengden malt fra naese til anus i centimeter 132
FFF Om minken var frosset for fiksering (0: nej, 1: ja) 482
K Antallet af kuld 480
GT Antallet af golde taever (dvs. parrede teever uden afkom) 480
PT Antallet af parrede taever 480
HF Antallet af fodte hvalpe 480

Tabel 1: Variablene i datassettet reproduktionsdata med forklaringer samt hvor mange
observationer af hver variabel, der er til stede i datasattet.

3 Forstudier

I dette afsnit redegores for databehandlingen af den praesenterede data fgr de statistiske
analyser i de fglgende afsnit. Derudover inkluderes et naivt plot og formodninger, der kan
have relevans for det overordnede formal.

3.1 Beskaring og behandling af data

I et forsgg pa at modellere sammenhaenge senere vil det veere ngdvendigt at beskeere i
datasaettet. 2 af minkene i datasaettet var ikke brugt til avl, sa de har altsa ingen observa-
tioner om reproduktionsresultaterne. For alle mink skulle gerne gaelde at K = PT — GT.
Dette er ikke tilfaeldet for to af observationerne. Ingen af disse betragtes yderligere i ana-
lysen.

For nogle mink er der ikke blevet malt en penisknogle. Dette skyldtes ofte, at knoglen
var knazkket, og derfor ikke kunne gives et fornuftigt mal. Det er pa ingen made sikkert,
at det er tilfzldigt, at det netop var disse mink, der havde knakkede penisknogler, og
ved at undlade dem fra analysen kunne man risikere at misse en sammenhange mellem
svage penisknogler og eventuelle responsvariable. For ikke at komplicere analysen yder-
ligere, vil vi dog antage, at knoglerne er knaekket tilfeeldigt, og blot udelade alle mink
uden penisknoglemal fra analysen. Vi vil ved samme raesonnement udelade alle mink,
hvorom der mangler lengde- eller vaegtmal pa begge testes. Denne udelukkelse inkluderer
ogsa testes, hvorom der er noteret en leengde eller vaegt pa 0, da dette ma betragtes som
manglende maling. Antallet af malinger af KL er sa lavt, at variablen ikke vil inkluderes
i de senere analyser. Variablen FFF blev primert noteret af obduktionsmeessige arsager
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og inkluderes heller ikke i analyserne.

Ved sammenligning af KV og SV bemerkes, at kun 3 af observationerne ikke stem-
mer overens med hinanden. I et forsgg pa at fa en variabel med vaegte, imputeres KV
med sorteringsveegte alle de steder, hvor der ikke allerede er en maling. Vi veelger altsa
at stole mest pa den seneste maling af kropsvaegt. Ligesom med penisknoglen og testes,
vil vi udelukke mink, hvorom der mangler data om kropsvaegt (dvs. der hverken er en
sorteringsveaegt eller en angivet kropsvaegt) Dette efterlader et datasset pa 337 hanmink,
hvilket er en reduktion pa ca. 30% i forhold til det komplette dataszet. Dette er indenfor
rimelighedens graenser, men det er ikke uden potentielle problemer. Vi vil ikke yderlige-
re problematisere denne proces, men blot vaere opmaerksomme pa analysens begraensinger.

Da nummeringen af testes ikke har nogen signifikant betydning, kan det veere en fordel
at transformere variablene til nogle variable, der er lettere at fortolke. Vi introducerer i
stedet gennemsnittet af testikelvaegt, TVG, og gennemsnittet af testikellengde, TLG,
for hver mink. Desuden udregnes den absolutte difference af testiklernes veegt, TVD, og
af testiklernes leengde, TLD. Da der udelukkende arbejdes med mink, hvorom der er data
om begge testes, vil disse veere veldefinerede i alle tilfeelde. Ved at bruge disse variable
istedet for den arbitreere nummerering, bliver det lettere at forsta pavirkningen fra de
forskellige variable i modelleringsprocessen.

3.2 Indledende modelleringsovervejelser

Man kunne overveje hvilke variable, der er interessante at medtage som responsvariabel i
modelleringsprocessen. Minkproducenter der sgger at maksimere profit er med stor sand-
synlighed ikke kun interesseret i antallet af minke, men ogsa stgrrelsen og kvaliteten af
pelsen. Hvis profitmaksimering er malet, er det derfor naturligt at forsgge at modellere
antallet af fgdte hvalpe, da vi ikke har information om andre faktorer. Modelleringspro-
cessen vil altsa ga ud pa at forklare antallet af fgdte minkhvalpe udfra farven pa minken,
leengden pa penisknoglen, kropsvaegten, den gennemsnitlige testikelveegt og -leengde samt
differencen mellem testiklernes veaegt og leengde. For at opna intuition om data, vil kort
reflekteres over Figur 1.
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Figur 1: Plot af variable, hvor de grgnne farver repraesenterer sorte mink og rgde
farver repraesenterer brune mink. De forste to raekker er plots af de forskellige
forklarende variable mod responsvariablen; antal fgdte hvalpe. Den tredje rackke
er et ikke-parametrisk densitetsplot over fodte hvalpe.

Det mest igjenfaldende ved disse plots, er den store spredning i datasaettet. Samtlige
plots tyder pa lav prediktiv vaerdi ved univariate analyser. Det lader til at farven pa
minken pavirker mange af de biologiske parametre. Det ser ud som om at sorte mink er
mindre og har mindre penisknogler, men derimod har storre testikler malt bade pa leengde
og vaegt. Korrelationen mellem farve og andre variable kan forstyrre prediktionerne i
mange klasser af modeller, og er derfor vigtig at vaere opmaerksom pa. Det er desuden ogsa
klart, at der er stor korrelation mellem testikelvaegt og -leengde, bade som difference og
gennemsnit. Modeller, der antager ukorrelerede prediktorer, ville potentielt have besvaer
med at adskille stgj fra sammenhaeng, hvis bade leengde og veegt inkluderes. Det er ikke
kun de simple korrelationer mellem par af variable, men man kunne maske forestille sig
at tre eller flere variable var korrellerede, hvilket gger maengden af redundant information
yderligere.
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4 Analyse

4.1 Metode og data

I den resterende del af rapporten vil udelukkende forsgges at modellere antallet af fodte
hvalpe i det beskarne datasaet. Vi vil ngjes med at betragte compzlete cases, altsa kun
mink hvor der er vidne om penisknoglens leengde, begge testiklers leengde og vaegt, farven
samt kropsvaegten (totalt 337 observationer). Den prediktive modelleringsproces vil tage
udgangspunkt i trae-baserede metoder og brug af cross-valdiation. Resultaterne fra disse
modeller vil sammenlignes med ordingere og penaliserede lineaere regressionsmodeller. Til
sidst vil den prediktive kraeft af modellerne sammenlignes ved cross-validation.

4.1.1 Cross-validation

I dette projekt vil cross-validation anvendes flere gange, da dette givet estimat for pre-
diktionsfejlen pa fremtidig data, og dermed giver en made at udfere modelselektion. I
statistisk kontekst skelner man mellem fejlen pa traeningsdata og pa testdata. Fejlen pa
traeningsdata er den fejl man har pa det datasset man fitter sin model pa, hvorimod fejlen
pa testdata er fejlen pa en ny observation. For kvantitative data vil fejlen typisk opggres
som root-mean-squared-error (RMSE)

N
1
MSE = | — > (G — %)?

Enkelte foretraekker at opgive MSE, altsa RMSE?, hvor minimering af de to oplagt er
akvivalent. Selvom fejlen pa traeningsdata ikke er uvaesentlig, vil dens minimering ikke
ngdvendigvis fgre til en bedre model, da man risikere at modellere den iboende st@j i
datasaettet. Et langt bedre mal for en models prediktive kraft ville vaere minimering af
fejlen pa testdata, men desvaerre har man sjeldent nye observationer til radighed til at
estimere denne fejl.

En made at estimere fejlen pa testdata er ved Leave-One-Out-Cross-Validation (LOO-
CV). For hver observation fittes den betragtede model pa de resterende data og RMSE
pa observationen noteres. Gennemsnittet af dette for alle observationer er estimatet for
RMSE. For store n og komplicerede modeller, kan dette veere svaert at udfgre i praksis.
Denne metode kan generaliseres til, i stedet for at inddele datasaettet i n dele, at inddele
dataszttet i £ < n dele og gennemfgre proceduren fra fgr. Dette kaldes k-fold cross-
validation, hvor LOOCYV er specialtilfaeldet & = n. Data inddeles i k ca. lige store folder
tilfeeldigt. For hver fold, fittes den betragtede model pa de resterende folder og RMSE for
den fold, der er holdt udenfor, estimeres. Gennemsnittet af de k estimater for RMSE’en
bliver procedurens RMSE estimat.

For £k < n er metoden altsa ikke leengere deterministisk, og der introduceres varia-
tion i estimatet for fejlen pa testdata. Ved at udregne RMSE estimatet for forskellige
inddelinger af datassettet vha. k-fold cross-validation og tage gennemsnittet af dem, fas
et mere robust estimat. Denne procedure kaldes repeated k-fold cross-validation. Det er
klart, at for storre veerdier af k£ vil metoden have mindre bias, da hver model bruger en
stgrre maengde data. Dog vil store vaerdier af k resultere i stgrre varians, da de fittede
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modeller vil veere korrelerede, da de fittes pa samme data punkter. Derfor bruges typisk
k =5 eller k = 10 da empiriske undersggelser har vist at disse er optimale for samspillet
mellem bias og varians [5].

Da cross-validation har et stokastisk element i form af inddelingen af data i folder, vil
hver fold i hver gentagelse af repeated k-fold cross-validation have et forskelligt estimat
for RMSE’en. Det er naturligt at overveje stabiliteten af dette estimat ved at udregne
den empiriske spredning af estimaterne. Man kan ydermere udregne standard erroren pa
saedvanligvis ved at dividere med kvadratroden af antallet af fittede modeller (dvs. k
gange antallet af repeats). I et forsgg pa at undga overfitting, defineres "one-standard-
error" reglen. Nar modelselektion gennemfgres ved cross-validation, veelges den simpleste
model, der ligger indenfor en standard error af den bedste model. Simpel kan bade betyde
nemmest at fitte komputationelt eller simplest rent matematisk f.eks. ved at inkludere
faerre parametre. Dette princip sgger at sikre, at vi far den simpleste model samtidigt
med, at vi far staerk prediktiv kraft og undgar overfitting [7].

4.2 Random Forest model

4.2.1 Trabaseret regression og random forest

En made at foretage regression pa et datasaet er ved hjalp af regressionstraeer. Ideen bag
et regressionstree er at inddele prediktorrummet (hvis vi har prediktorerne X,..., X, er
prediktorrummet X; x --- x X)) i J disjunkte maengder Ry, ..., R, saledes, at vi for hver
observation i R; blot predikterer gennemsnittet af de observerede veerdier i R;.

R, t

X

R3

12 R4

Ry
Ry Rs R3

31 t3
Xy Ry Rs
Figur 2: Til venstre ses en inddeling af et prediktorrum med to kontinuerte

prediktorer X; og X,. Til hgjre ses en traebaseret visualisering af inddelingen
[4].
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Nar et regressionstrae konstrueres vil man kun betragte rektanguleere meengder R;
i et forsgg pa at give tilpas simple fortolkninger og beregninger. Man forsgger altsa at
bestemme kasser Ry, ..., Ry, der minimerer RMSE

J
RMSE = Z Z(yz — Jr;)?

j=i i€R,

I praksis kan det ikke lade sig ggre at vurdere RMSE for alle rektanguleere inddelinger
af prediktorrummet, sa istedet bruges en algoritme kaldet recursive binary splitting [4].
Ideen bag denne algoritme er for hver prediktor at inddele de mulige veerdier denne kan
antage i to, saledes at RSS minimeres. Dette gores for samtlige prediktorer og den pre-
diktor der minimerer RMSE mest muligt udvaelges som det forst split. Dette gentages sa
for hver af de to fundne inddelinger, og en af dem deles i to. Processen fortsaetter pa de
tre inddelinger, og gentages indtil et stopkriterie er opfyldt. Stopkriteriet er som regel, at
hver inddeling har et minimum eller maksimum af observationer eller at RMSE ikke kan
reduceres yderligere. For regressionstraeer veelges som regel at hver kasse skal indeholde 5
observationer. Antallet af inddelinger kaldes tracets dybde. Denne made at danne treeer
pa giver modeller, der er lette at fortolke og forklare til folk uden kendskab til statistik,
men deres prediktive kraft er sjeeldent stor. Der er stort potentiale for overfitting og trae-
erne er meget sensitive overfor aendringer i treeningsdata [4] [7]. Random forest modeller
bruger en kombination af bootstrapping og regressiontraeer til at opna langt kraftigere
modeller.

Nar en random forest model fittes til data, genereres fgrst B datasaet fra det oprindeli-
ge datasaet ved at sample med tilbageleegning (alle af samme stgrrelse som det oprindelige
dataszet). For hvert datasaet udveelges et antal, m, af prediktorne Xi,..., X, tilfeeldigt
(typisk p/3). Et regressiontree fittes til hver af de B datasaet, dog kun med de udvalgte
prediktorer, og modellens prediktion for en observation er blot gennemsnittet af predik-
tionerne i hver af de B traeer. Ved kun at fitte pa en delmaengde af prediktorerne, kan
man undga, at en steerk prediktor overskygger mindre staerke prediktorer, da en rackke
af treeerne vil fittes uden den staerke prediktor [4]. Man kan bruge cross-validation til at
optimere pa m, saledes at man far den model med storst prediktiv kraft. Nar B bliver
tilpas stor vil RMSE ikke gges yderligere, men der er sjeeldent fare for at B bliver for stor.

Der findes en meget naturlig made at vurdere prediktionsfejlen i random forest mo-
deller ved at betragte out-of-bag erroren (OOB). For hvert af de B datasat genereret ved
bootstrapping, vil man forvente at ca. 2/3 af observationerne anvendes. OOB-fejlen for en
observation beregnes ved at tage gennemsnittet af prediktionsfejlen for obserationen i de
modeller genereret fra et datasset uden den betragtede observation. Prediktionsfejlen pa
fremtidig data kan dermed estimeres ved at tage gennemsnittet af OOB-fejlene for hver ob-
servation. I dette projekt vil dog primeert arbejdes med repeated 10-fold cross-validation,
da dette ggr det muligt at sammenligne prediktionsfejl pa tveers af modelklasser. Desu-
den viser nyere simulationsstudier at repeated 10-fold cross-validation er et bedre estimat
for den sande RMSE end OOB estimatet [6]. Vi vaelger i stedet at betragte out-of-fold
(OOF) prediktionen for en given observation. OOF-prediktionen er blot gennemsnittet
af den betragtede observations estimat i de modeller, hvor observationen ikke er brugt
til at traene modellen. For repeated 10-fold cross-validation med r repeats, vil der vaere
r modeller, hvor en observation ikke er brugt til at treene modellen. Man kan ligeledes
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udregne spredningen af prediktionerne pa tveers af gentagelserne og udregne standard
erroren ved at dividere spredningen med kvadratroden af antallet af repetitioner. Hvis
modellen havde stor prediktiv kraft, ville man forvente at OOF prediktionerne var taet
pa de observerede vaerdier, sa et plot af observerede veerdier mod OOF-prediktioner, vil
give et indblik i modellens styrke. Ved at inkludere errorbars fas desuden et indblik i
modellens sensitivitet overfor ny data.

Random forest modeller kan imodsaetning til regressionstraeer ikke repraesenteres med
et enkelt trae, men det er stadig muligt at afggre hvilke prediktorer, der har stgrst be-
tydning for modellen. En made at vurdere dette er ved at permutere samtlige vardier
af en prediktor tilfeeldigt og se pa @ndringen i RMSE for og efter permutation. Det er
klart, at hvis permutationen af prediktoren ikke har stor effekt pa den prediktive vaerdi,
ma prediktoren vaere uvaesentlig og vice versa. En anden made at vurdere vigtigheden
af prediktorer er ved at betragte faldet i RMSE hver gang en prediktor bruges til at
inddele prediktorrummet i et trae. Ved at tage gennemsnittet af dem over de traeer hvor
prediktoren indgar, kan prediktorens vigtighed vurderes. Dette mal har dog en tendens
til at veere biased, seerligt for kategoriske variable, sa vi ngjes med at anvende det fgrste
[7]. Da malene afhanger af responsvariablens maleskala, vil malet skaleres sa den mindst
relevante prediktor far vigtighed 0 og den mest relevante far vigtighed 100.

4.2.2 Random forest model for fgdte hvalpe

Random forest modeller er implementeret i R-pakken randomForest. Forst fittes en ran-
dom forest model til data med et stort antal bootstrap samples for at estimere hvor mange
traeer er ngdvendige for at opna bedst mulige prediktioner. Ved at plotte udviklingen af
RMSE som funktion af antallet af tracer, kan antallet af traecer bestemmes. Da der er 7
prediktorer, saettes m = 2 ~ p/3.

Det ses pa figur 3, at RMSE’en er stabil efter 300 tracer. For at bestemme den bedste
veerdi af m i random forest algoritmen bruges caret pakken i R, til at foretage repea-
ted 10-fold cross-validation med 100 repeats. Cross-validation bruges altsa til at give et
estimat for RMSE’en for nye datapunkter for random forest modeller for data med m
mellem 1 og 7. Hver random forest model bruger 300 bootstrap samples til at generere
traeer. One-standard-error-reglen bruges til model selektion.
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Figur 3: Venstre: Plot over RMSE som funktion af antallet af treeer i en random
forest model for data med m = 2.

Hgjre: Plot over RMSE i random forest modellen som funktion af m med error-
bars af laengde to standard error, estimeret ved repeated 10-fold cross-validation
med 100 repeats.

Pa figur 3 ses, at m = 1 giver den model med stezerkest prediktiv kraft med en RMSE
pa 16.85. Det ses ydermere, at det er den simpleste model og den eneste der ligger inden-
for en standard error, sa denne udvalges som den bedste model. En RMSE pa ca. 17 er
enormt stor nar antallet af hvalpe er mellem 0 og ca. 80. Dette er altsa pa ingen made
en steerk model. Problemet illustreres yderligere ved at plotte out-of-fold prediktionerne
mod de observerede vaerdier som set pa figur 4. Out-of-fold prediktionerne har errorbars
af leengde 2 standard error, sa prediktionerne er ganske stabile. Dette bekraeftes yderli-
gere af at standard erroren i gennemsnit er 0.124 og den storste standard error er 0.279.
Det ses dog ogsa at modellen predikterer ekstremt ringe langt fra middelvaerdien af antal
fadte hvalpe.
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Figur 4: Venstre: Mal for vigtigheden af prediktorerne i random forest modellen
med m = 1 og 300 traeer.

Hajre: Out-of-fold prediktioner for 100 repeats af 10-fold cross-validation plottet
mod observerede vaerdier med error bars af laengde 2 standard error.

Vi kan stadig fa en ide om hvilke prediktorer, der bidrager mest til modellens praecision
ved at plotte vigtigheden af variablene i random forest modellen med m = 1 og 300
traeer. Det ses pa figur 4, at farven pa minken er den bedste prediktor, hvilket ikke er
overraskende, da farven indeholder information om mange af de resterende prediktorer.
Random forest modeller er designet til at kunne handtere korrelerede prediktorer, sa det
er ikke overraskende at testikelvaegt og -laengde bidrager i lignende omfang bade nar det
kommer til gennemsnitlig storrelse. Om den ringe prediktive kraft skyldes en begransning
i modellen eller data, vil fgrst kunne afggres efter yderligere analyser.

4.3 Gradient tree boosting

4.3.1 Boosting af treeer

Et alternativ til random forest modeller, der ogsa forsgger at forbedre modelleringsevner-
ne ved regressiontraer er boostede traer. Boosting er en generel teknik, der blev udviklet
til at kombinere et stort antal modeller med svag prediktiv kraft(weak learners) til en
stor model med (potentielt) steerk prediktiv kraft (strong learner). Regressionstraeer er en
oplagt kandidat til at blive brugt som weak learner, da det er muligt at begraense tracets
kompleksitet ved blot at begreense antallet af splits i tracet. Det er desuden nemt at kom-
binere prediktionerne fra flere traeer og at generere traeerne komputationelt. Et simpelt
eksempel pa en model vha. boostede traer, er Simple Gradient Boosting [7]. T denne
algoritme veelges forst et fast antal af totale tracer, K, og en maksimal trae dybde, D og
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et minimum antal observationer i hvert trae split, M. Hver observations prediktion initi-
aliseres til gennemsnittet af responsvariablen og residualerne beregnes. Et regressiontrae
med dybde D (under restriktionen at hvert split skal indeholde mindst M observationer)
fittes til residualerne og prediktionerne opdateres ved at laegge traecets prediktion til ob-
servationens prediktion. Residualerne opdateres med den nye prediktion og proceduren
gentages K gange.

Typiske parametervalg er M = 10 og D = 1, da disse sikrer at hvert trae har tilpas
svag prediktivkraft. Der er intet fast fornuftigt valg af K og den bestemmes ved cross-
validation. I praksis kan man ogsa bruge cross-validation til at veelge optimale vardier
af M og D. Simple Gradient Boosting velger den optimale reduktion i residualerne i
hver iteration af proceduren; algoritmen er altsa greedy. Dette kunne fore til overfitting
af data, selv med tilpas lille valg af D. Algoritmen modificeres ved i stedet for at laegge
den predikterede vaerdi fra det fittede trae i hvert trin til, laegges A gange prediktionen til
i hvert trin, hvor A\ € (0,1) og kaldes indleeringsraten. Dette sikrer at algoritmen lzerer
tilpas langsomt til at begraense risikoen for overfitting. Typiske valg af indlaeringsraten
er 0.1 eller 0.01, dog vil lavere veerdier af A lede til et behov for stgrre veerdier af K og
derfor lengere komputationstider. Cross-validation er endnu engang et godt bud pa at
veelge den bedst mulig vaerdi af A.

En sidste modifikation fgrer til Stochastic Gradient Boosting. I stedet for at betragte
hele datasaettet nar hvert tree fittes, betragtes kun en delmaengde af datasaettet, samplet
med tilbageleegning. Empiriske studier viser at sampling af et datasaet af halvt sa stor
storrelse som det oprindelige giver optimale resultater [7]. Da hvert enkelt trae er meget
sensitivt overfor de veerdier det fittes pa, vil man ved kun at betragte en delmeengde af
data mange gange, kunne reducere stgjen i modelleringsprocessen og fa bedre estimater.
Selvom bade boostede treeer og random forest modeller er baseret pa en kombination af
regressionstraeer, er metoderne ganske forskellige. I random forest modeller er tracerne
uathangige og bidrager allesammen ligeligt til modellens prediktion hvorimod i booste-
de modeller er traeerne athaengige og bidrager forskelligt til modellens endelige prediktion.

Ligesom for random forest modeller, findes mal for variables vigtighed i boostede trae-
er. Reduktionen i RMSE summeres for hver variabel over samtlige fittede traeer. Dette
mal skaleres sa den mindst brugte prediktor far vaerdien 0 og den mest brugte far vaerdien
100, da @endring i RMSE er skalaathaengigt og ofte ufortolkeligt alene. Det er vigtigt at
bemarke, at dette mal i stgrre grad vil fokusere pa fa sterke prediktorer end malet for
random forests, da disse dekorellerer prediktorerne ved kun at fitte pa en delmaengde af
dem ad gangen.

11



4.3 Gradient tree boosting 4 ANALYSE

4.3.2 Boosted tree model for fgdte hvalpe

Stochastic Gradient Boosting er implementeret i R-pakken gbm. Ved at bruge caret-
pakken i R, foretages 10-fold cross-validation med 100 repeats i et forsgg pa at veaelge de
optimale vaerdier af K, M, D og \. K optimeres fra 20 til 750 traer, M optimeres fra 1
til 10 minimum observationer, D optimeres fra 1 til 7 splits og A udveelges blandt 0.1 og
0.01. Modelselektion sker med one-standard-error reglen, dvs. den selekterede model, er
den simpleste model indenfor en standard error af den model med lavest RMSE. Herunder
pa figur 5 ses en afbildning af RMSE’en for veerdierne M = 1 og M = 2, de resterende
plots kan ses i appendix A.

Lambda = 0.01 Lambda =0.1
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Figur 5: Plot over RMSE som funktion af antal treeer (K) for M =1 og M = 2,
samt forskellige veerdier af D og A med error bars af leengde to standard error,
estimeret ved repeated 10-fold cross-validation med 100 repeats.

Der ses en generel tendens til at lavere veerdier af D giver en bedre model pa tveers
af alle veerdier af A og M. Generelt lader en lavere vaerdi af A til at have fladere kurver,
men ca. samme minimum som den stgrre veerdi af \. Modellen med lavest RMSE har
A=10.01, K =280, M =20g D =1 med en RMSE pa 16.801 og en standard error
pa 0.045. Den simpleste model indenfor en standard error af den bedste har A = 0.1,
K =30, M =1o0g D = 1 med en RMSE pa 16.840. Ligesom med random forest
modellerne, er den prediktive kraft ikke specielt imponerende for nogen af modellerne.
Modellen udveelges som den bedste model og vi kan plotte den skalerede variabelvigtighed
samt OOF-prediktionerne for modellen med tilhgrende error bars af laengde 2 standard
error som set pa figur 6.
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Figur 6: Venstre: Mal for vigtigheden af prediktorerne i boosted tree modellen
med A\=0.1, M =1, K=300g D =1.

Hajre: Out-of-fold prediktioner for 100 repeats af 10-fold cross-validation plottet
mod observerede vaerdier med error bars af laengde 2 standard error.

Prediktionerne ligner utrolig meget dem fra random forest modellen, idet at den pre-
diktive kraft er ekstremt ringe langt fra middelvaerdien. Prediktionerne er dog stabile,
errorbarene er sma og den gennemsnitlige standard error er pa 0.137 med en maskimal-
veerdi pa 0.419. Vi kan se at penisknogleleengden vurderes som den vigtigste prediktor
sammen med gennemsnitlig laengde og vaegt pa testes hvorimod kropsvaegt, testikelasym-
metri og farven udvalges i markant mindre grad.

Selvom stgrrelsen pa testes var med i bade random forest modellen og denne model, er
det interessant at penisknogleleengde og farven indgar i sa forskelligt et omfang. Da ran-
dom forest modeller dekorrellerer variablene der indgar, kunne man overveje om det var
et udtryk for korrelation mellem penisknoglelaengden og farven pa minkene. Dette kunne
forklare hvorfor at de boostede traeer ville udfgre splits pa penisknoglelsengden langt of-
tere, da denne er numerisk og derfor lettere at inddele, hvis farve og penisknoglelzengde
indeholder redundant information. Random forest modellen har slet ikke mulighed for at
gennemfgre splits pa penisknogleleengden i mange tilfaelde og farven bliver derfor brugt
oftere, da den faelles information tydeligvis bidrager til prediktionsevnen. Vi vil senere
redegore klarere for omfanget af korrelationen mellem prediktorerne.
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Det er efterhanden klart at de traebaserede metoder ikke kan prediktere effektivt pa
dette dataseaet. Da disse modeller ofte anvendes grundet deres store fleksibilitet, er det
efterhanden sandsynligt at data simpelthen ikke tillader bedre prediktioner.

4.4 Lineare regressionsmodeller

4.4.1 OLS linear regression

En af de aldste og mest grundleeggende statistiske metoder er lineser regression. Vi
forestiller os en situation med en N-dimensionel vektor Y af responsvariable og p N-
dimensionelle prediktorvektorer Xj,...X,. Prediktorerne placeres som sgjler i en N X
(p + 1) matrix, X, hvor den forste sgjle fyldes med 1-taller for at repraesentere en in-
tercept parameter. Vi sgger en estimator, f, der vha. X kan give et estimat for Y og i
konteksten er lineaer regression vil f have formen

f(X)=Xp

for en p 4 1-dimensionel vektor af parametre 5 = (8o, f1, - .., ). Den kanoniske estima-
tionsprocedure forsgger at minimere de kvadrerede residualer (residual sum of squares)
altsa

RSS(8) = (Y — XB)" (Y — XB)

Denne metode kaldes ordinary least squares, da de kvadrerede residualer kan betragtes
som summen af arealet af en rackke kvadrater i tilfzeldet p = 1 [3]. RSS er en kvadratisk
funktion i de p parametre og under antagelsen om at X har fuld rang, vil minimaet vaere
entydigt givet ved

B=(X"X)"'X"Y

I tilfzeldet hvor X ikke har fuld rang, vil 3 ikke lzengere veere entydig. Ofte findes
mader at droppe en eller flere sgjler i X sa repraesentationen bliver entydig, hvilket ofte
er implementeret i software, der fitter linezere modeller. I praksis kan dette komme til
udtryk hvis en eller flere prediktorer er korrellerede, hvilket ofte resulterer i modeller med
ringe fortolkning. Hvis man ¢nsker at udlede mere generelle resultater om opfgrslen af
estimatoren f3 og de estimerede data Y, vil man vaere ngdsaget til at gore flere antagelser
om den sande fordeling af data. Hvis man antager at den sande sammenhaeng mellem
prediktorerne og responsen kan beskrives ved

Y=f(X)+e=XF+¢
hvor E(e | X) = 0 og at X har rang p + 1, kan man vise at (3 er unbiased. Der galder at

B=X"X)'XTY = (XTX) ' XT(XB +e)e
= (XTX) ' XTXB+ (XTX) ' X" = g+ (XTX) ' X"e

Hvis vi tager expectationen af begge sider fas

~

EB)=EB+ (XT"X)'XTe)=8
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da vi har antaget at E(¢ | X) = 0. Hvis man ydermere antager at Var(e | X) = oI, hvor
I er N x N identitetsmatricen og 02 > 0 kan det vises at

Var(3) = (X7X) 1o

Under disse antagelser geelder Gauss-Markov seetningen, der siger at OLS estimato-
ren er BLUE (best linear unbiased estimator) [3|. Dette lyder umiddelbart som en god
ting, men lad os se hvad det betyder for fejlen pa en ny observation ved at bestemme
den forventede MSE. Vi har samme antagelser som i Gauss-Markov, dog kan den sande
sammenhang mellem Y og X, f, have en vilkarlig form. Situationen er altsa at vi har
estimeret denne form f og ser pa fejlen for en ny observation y. Vi far

B(y — /)* = E(y°) + E(f*) — 2E(fy)
Per definition af variansen af en stokastisk variabel og da vi har antaget at E(y) =
E(f+¢) = f fas

E(y — f)* = B(y)* + Var(y) + B(f)* + Var(f) — 2/E(f)
da f er deterministisk vil Var(y) = Var(f + €) = Var(e) = 2. Vi far altsa

E(y — f)? = o® + Var(f) + E(/)* + f* = 2fE(f) = o” + Var(f) + E(f — /)’

Der geelder dermed at under disse tilpas milde antagelser vil fejlraten pa en ny ob-
servation kunne inddeles i en irreducibel stgj ,0%, en varians ved estimation ,Var( f), 0g
biasen ved estimation i anden, E(f — f)2 Nar vi har afgjort at OLS estimatorerne er
BLUE, er det dermed ikke ensbetydende med den bedste prediktive model! Vi skal senere
udforske estimatorer med en smule bias, der potentielt kan have langt mindre varians og
dermed overordnet en bedre prediktiv kraft.

Hvis man sgger en starkt fortolkelig model hvor man er villig til at lave yderligere
antagelser om den sande sammenhang mellem respons og prediktorer, kan man udle-
de en raekke asymptotiske fordelingsegenskaber om estimaterne i den lineaere regression.
Man kan teste signifikansen af enkelte eller grupper af prediktorer og dermed reducere
kompleksiteten af modellen og nedsatte risikoen for overfitting. I en mere prediktiv og
praktisk kontekst, vil det vaere langt mere naturligt at udnytte cross-validation til at
udfere modelselektion. Imodsaetning til de traebaserede modeller, er der ikke pa samme
made parametre at tune pa i den linezere regression, man vil i stedet forsgge at tune pa
antallet af inkluderede prediktorer. Der er flere metoder at tilgd denne proces athaengig
af antallet af prediktorer. Hvis antallet af prediktorer er tilpas lille, kan man undga gre-
edy algoritmer og gennemfgre best subset selection. For hvert n € {1,...,p} fittes de
(Z ) mulige lineaere regressions modeller og deres performance evalueres f.eks. med cross-
validation. Cross-validation med one-standard-error reglen bruges herefter til at selektere
hvilket n, der performer bedst indenfor en standard error af den model med lavest RMSE.
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4.4.2 Best subset linezr regression for fgdte hvalpe

Best subset selection er implementeret i R-pakken bestglm. Ligesom tidligere bruges 10-
fold cross-validation med 100 repeats til at estimere RMSE’en i hver model. De udvalgte
prediktorer for de bedste modeller for hvert antal af parametre n mellem 1 og 7 kan ses pa
figur 7 herunder sammen med den estimerede RMSE. Den bedste model har 5 parametre
med en RMSE pa 16.738 og en standard error pa 0.048. Den simpleste model indenfor en
standard error af den bedste, er modellen med 4 parametre, der har en RMSE pa 16.770
og denne selekteres som den bedste linesere model.
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Figur 7: Venstre: De inkluderede prediktorer i den bedste model for hvert n.
Hgjre: Plot over RMSE i de linesere modeller som funktion af n med errorbars
af leengde to standard error, estimeret ved repeated 10-fold cross-validation med
100 repeats.

Den udvalgte lineare regressionsmodel performer ikke signifikant bedre end de tid-
ligere anvendte traebaserede modeller. Dette illustreres yderlige ved at betragte OOF-
prediktionerne i den linezere model pa figur 8, hvor det er sveert at se forskel pa denne
model og de tidligere. Prediktionerne er dog endnu mere stabile med en gennemsnitlig
standard error pa 0.061 og en maksimal standard error pa 0.195. Den udvalgte lineaere
model er pa formen

U= Bo+ Brve - TVG + Brie - TLG + fpkr - PKL + O - 1r—gort

hvor 1g_s er en indikatorfunktion, der er 1 hvis minken er sort. Estimaterne kan aflaeses
af nedenstaende tabel.
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Parameter Bo Brve | Brue | BrkL Br
Estimat —7.579 | —=5.150 | 2.805 | 0.088 | —5.658

Tabel 2: Parameterestimaterne for den bedste linezere model med 4 prediktorer.

Disse estimater er bekymrende, idet vi tidligere har set at TVG og TLG er staerkt
positivt korrelerede, sa det virker ikke fornuftigt at stgrre testikelaengde gger antallet
af fedtehvalpe mens tungere testes reducerer antallet af fadtehvalpe. Ukorrellerede pre-
diktorer er en forudsatning for god performance i en linezer model og en made hvorpa
korrellerede prediktorer kommer til udtryk, er gennem en stor usikkerhed pa parametere-
stimaterne. I et forsgg pa at kvantificere problemet foretages bootstrapping; der genereres
B dataseet (af samme laengde som det oprindelige) fra det oprindelige ved at sample med
tilbageleegning, den linesere model fittes og estimaterne gemmes. Disse estimater er plottet
herunder pa figur 8 for B = 10°.
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Figur 8: Venstre: 10° Bootstrappede parameterestimater for den bedste linesere
model med 4 prediktorer med ikke-parametrisk afglattet densitetsestimat. Den
solide sorte linje er gennemsnittet af de bootstrapede estimater og den rgde er
estimaterne fra fittet pa hele datasattet. De stiplede linjer er placeret i gennem-
snitet &+ standard afvigelsen af de bootstrappede estimater.

Hgjre: Out-of-fold prediktioner for 100 repeats af 10-fold cross-validation plottet
mod observerede vaerdier med error bars af laengde 2 standard error.

Det ses at enkelte af de estimerede parameter varierer voldsomt, saerligt interceptet
har enormt stort spredning. En af de storste fordele ved at anvende en lineaer model;
parameternes simple fortolkning, er naturligvis undergravet hvis vi ikke kan veere sikre
pa de estimater vi har faet. I et forsgg pa at kvantificere kollineariteten i de 4 prediktorer
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plottes de kontinuerte prediktorer mod hinanden i et scatter plot og histogrammer over
fordelingen af prediktorerne betinget pa farven laves herunder.
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Figur 9: Ovre trekant: Korrelationen mellem variable bade ubetinget og betinget
pa farven.

Diagonalen: Ikke-parametrisk densitetsestimat for hver variabel betinget pa far-
ven.

Nedre trekant: Scatterplot over samspillet mellem hver variabel farvet efter far-
ven pa minken.

Det ses, at ikke nok med at der er stor kollinearitet mellem testikelvaegt og -laengde,
har farven en stor indflydelse pa bade testikler og penisknogle. Man kan bemearke at
korrelationen mellem testiklernesvaegt og -leengde og penisknogleleengden er meget teaet
pa 0 hvis man betragter data naivt, men hvis man betinger pa farven, er der en stgrre
korrelation pa ca. 0.2. Dette er i den lave ende og burde ikke pavirke synderligt, men
det illustrerer yderligere at mange af disse variable indeholder redundant information og
sammen med den store korrelation mellem testikelvaegt og -leengde kan man sla tvivl om
den linezere models forudsaetninger er opfyldt. I et forsgg pa at lgse dette problem vil vi
i det naeste afsnit betragte en modificeret version af lineser regression, der kan handtere
korrellerede prediktorer i stgrre grad end ordinger linear regression.

4.4.3 Penaliseret linezer regression

Vi sa tidligere at OLS estimaterne var den bedste lineaere unbiased estimator. Vi sa ogsa,
at prediktionsfejl pa en ny observation kunne inddeles i irreducibel stgj, kvadreret bias og
varians ved estimation. Det lyder umiddelbart som en fordel at have unbiased estimatorer,
men hvis vi kan finde en biased estimator med lavere varians, er det muligt at vores model
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er bedre til at prediktere fremtidig data. En made at introducere bias, er ved penaliseret
lineaer regression, hvor det der penaliseres er stgrrelsen af ens parameterestimater. Et
eksempel pa dette er ridge regression, hvor man i stedet for at minimere RSS vil bestemme

ﬁridge som

Bridge = arg min <RSS(6) +AY 53)
s =1

Vi penaliserer altsa summen af stgrrelsen af de kvadrerede parameterestimater med en
fast kompleksitetsparameter A > 0. Det ses at for A = 0 far vi blot OLS estimaterne, hvor-
imod for A — oo vil estimaterne ga mod 0. \ vil typisk selekteres vha. cross-validation.
Bemeaerk, at vi ikke begraenser stgrrelsen pa parameterestimatet for 5y, da interceptet
blot er udtrykket for den predikterede veerdi nar prediktorerne antager veerdien 0. Der-
udover er det klart at estimaterne ikke er invariante overfor skalering af prediktorerne,
da vi minimerer summen af de kvadrererede parameterestimater. For man fitter en ridge
regression model, vil man derfor skalere hver prediktor ved at dividere med estimatet for
standardafvigelsen for hver prediktor. Dette sikrer at alle prediktorerne har en standard-
afvigelse pa 1 [3].

En af de stgrste fordele ved ridge regression er muligheden for at handtere korrellere-
de prediktorer. Som vi ogsa sa tidligere, kan to steerkt positivt korrellerede prediktorer
have voldsomt store parameterestimater med modsat fortegn, hvilket intuitivt ikke giver
specielt god mening og desuden ofte resulterer i stor varians i estimaterne. Ved at be-
graense stgrrelsen pa de kvadrerede parameterestimater, vil man, ved passende valg af
A, sikre at estimaternes stgrrelse forbliver lille og derfor ogsa med samme fortegn. Vari-
abelselektion i ridge regression kunne f.eks. ggres vha. best subset som beskrevet tidligere.

Det er ikke oplagt, at det netop skal veere summen af kvadraterne pa parameteresti-
materne, der skulle vaere den bedste penalisering. Penaliseringen i ridge regression kaldes
L, penalisering, da vi penaliserer Ls-normen af (5. Penalisering ved L;-normen kaldes
lasso regression og estimatet for parameterne i denne model er givet ved

Blasso = arg min (RSS<B) + A Z |6Z|>
A i=1

Fuldstaendig som i ridge regression bliver vi ngdt til at skalere prediktorerne fgr model-
len fittes. Lasso regression kan ligesom ridge regression handtere korrellerede prediktorer,
dog ikke helt i samme grad som ridge regression, men der er andre fordele ved lasso regres-
sion. Imodsatning til ridge regression vil lasso regression faktisk satte koefficienter til 0
for passende veerdier af \. Lassoen udferer altsa en form for kontinuert variabel selektion.
Der geelder ligesom i ridge regression at for A = 0 returneres blot OLS estimaterne og
i greensen A — oo vil f = 0. Man kan vise at ridge og lasso regressions problemerne er
ekvivalente med

p

Briage = arg min (RSS(3)) hvorz B2 <t
A i=1

A P

Prasso = arg min (RSS(5)) hvor Z 1G] <t
B i=1
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Det vil sige, at for hvert A i den oprindelige definition, findes et ¢ i disse definitioner
og vice versa. Vi kan nu illustrere hvorfor lasso regression kan selektere variable ved at
betragte figur 10.

B,

Figur 10: Venstre: Estimation i lasso regression med 2 parametre.

Hgjre: Estimation i ridge regression med 2 parametre.

De bla omrader er omraderne der opfylder kriteriet ||5|| < ¢ og de rgde ellipser
er niveaukurver for RSS|3].

Figuren illustrerer estimation i tilfaeldet p = 2 for ridge og lasso regression. Estimatet
i hver model er det forste sted de rgde niveaukurver, rammer de bla omrader. Paramete-
romradet for lassoen har hjgrner, sa hvis RSS kurven rammer et hjgrne vil en parameter
blive sat til 0. Nar p gges vil antallet af hjorner gges sa sandsynligheden for at ramme et
eller flere hjorner gges drastisk og dermed vil flere parametre saettes til 0.

Man kunne nu begynde at udvide de betragtede L og L, penaliseringer til L, pena-
liseringer for ¢ > 0. Veerdier af ¢ € (1,2) kunne vaere et kompromis mellem lasso og ridge
regression, men desveerre vil ingen af disse dele lassoens egenskab om variabel selektion.
Af denne grund og af komputationelle arsager introduceres elastic net regression hvor
estimatet findes ved

p

6elastic net — arg;nin <RSS(6) + A Z((l - a)ﬁzz + Oé|51’)>
i=1

Dette er et kompromis mellem lasso og ridge regression, der forsgger at bevare varia-

belselektionen fra lassoen og handteringen af korrellerede prediktorer fra ridge regression.

a er en parameter mellem 0 og 1 og for @ = 1 er det lasso regression og for @ = 0 er det

ridge regression. Bade a og A kan udveelges vha. cross-validation i et forsgg pa at finde
den bedste balance mellem ridge og lasso regression.

I en klassisk linezer regressionsmodel, vil man ofte vaere interesseret i usikkerheder pa

parameterestimater, saerligt hvis man er interesseret i en fortolkelig model. Dette skyldes
den centrale natur af estimatorne, da man altsa kan veere sikker pa i gennemsnit at ramme
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rigtigt under passende betingelser. Man kan derfor koncentrere sig om hvordan ens estimat
bevaeger sig omkring den centrale vaerdi. I penaliserede regressionsmodeller har vi med
vilje introduceret bias i et forsgg pa at reducere variansen og dermed formulere en steerkere
prediktiv model. Et forsgg pa at kvantificere variansen af koefficienterne i penaliseret
regression, vil derfor ikke have den store fortolkningsmeessige interesse, da estimatoren
ikke er central og spredningen altséa ikke sker omkring nogen sand parameterveerdi [2]. Vi
vil derfor ikke yderligere interessere os for spredningen af disse estimater.

4.4.4 Elastic net model for fgdte hvalpe

Elastic net penalisering er implementeret i R-pakken glmnet. Ligesom tidligere bruges
10-fold cross-validation med 100 repeats til at estimere RMSE’en i hver model vha. caret-
pakken. Imodsaetning til tidligere vil vi ikke bruge one-standard-error reglen her, da o og
A ikke pavirker kompleksiteten af modellen synderligt. Der er ikke komputationelle fordele
og modellen bliver ikke simplere for tilpas valg af « eller A. Vi vil derfor blot udvaelge den
model med lavest RMSE. Vi udfgrer cross-validation pa a mellem 0 og 1 i skridt pa 0.05
og A uniformt pa log-skala mellem —10 og 2 med 100 veerdier i alt. Udvalgte o kan ses pa
figur 11 og resten kan ses i appendix B. Den bedste model har o = 0 og A = 0.941 med
en RMSE pa 16.730 og en standard error pa 0.047. Dette er altsa en ren ridge regression
model og denne selekteres som den bedste elastic net model.
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Figur 11: Venstre: Plot over RMSE som funktion af A for forskellige veerdier af
a med error bars af leengde to standard error, estimeret ved repeated 10-fold
cross-validation med 100 repeats.

Hajre: Out-of-fold prediktioner for 100 repeats af 10-fold cross-validation plottet
mod observerede vaerdier med error bars af leengde 2 standard error.
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Vi betragter endnu en gang OOF-prediktionerne for den udvalgte model og bliver
m@dt med endnu et lignende billede af ringe prediktion. Modellens stabilitet minder me-
get om den linezere model fra for, da den gennemsnitlige standard error er pa 0.072 og
den maksimale er 0.30. Det lader ikke til at penalisering har forbedret prediktionerne
markant og vi star stadig tilbage med en stor RMSE.

Parameterestimaterne i den udvalgte model og for OLS modellen med alle prediktorer
kan aflaeses herunder i tabel 3

Parameter Bo Brve | frue | BpkL Br Brip | Brvp Brv
OLS estimat 15.7 | —4.58 | 2.40 | 0.094 | —6.93 | —1.94 | 3.13 | —0.004

Elastic net estimat | 21.7 | —3.29 | 1.82 | 0.091 | —6.22 | —1.71 | 2.42 | —0.004

Tabel 3: Parameterestimaterne i elastic net modellen med o« = 0 og A = 0.941
samt OLS estimaterne.

Praecis som konstrueret kan vi bemzerke at parameterestimaterne i elastic net modellen
er mindre end i OLS modellen. Vi lader dog ikke til at have fikset problemet med de
korrellerede prediktorer helt, da testikelvaegt og -leengde stadig er til stede med modsat
fortegn pa trods af den steerke korrelation mellem dem. Det er muligt, at der simpelthen
er for meget stgj til at proceduren kan optimeres yderligere. Herunder pa figur 12 ses et
plot af parameterestimaterne som funktion af log(\).
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Figur 12: Parameterestimaterne i elastic net modellen med o = 0 som funktion
af log(\). Den lodrette stiplede linje repraesenterer modellen med lavest RMSE
vurderet vha. cross-validation.
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Man kan bemseerke at da @ = 0 er dette ridge regression og derfor gar estimaterne
mod 0 nar A vokser, men ingen af dem bliver sat til 0 for i graensen. Det er interessant,
at pa trods af de staerkt korrellerede prediktorer, udveelges en relativt lav veerdi af af A
som den der resulterer i den stzerkeste model. Man kunne maske have forventet at en
stgrre begraensning af estimaternes stgrrelse ville have modvirket korrelationen. Det er
ligeledes ogsa interessant at stgrre « generelt giver darligere modeller, da en lasso effekt
potentielt kunne have sat enkelte af de korrellerede prediktorer til 0 samtidigt med at Lo
begraensningen havde mindsket storrelsen.

Alt i alt vil man ikke ligefrem kalde nogen af de betragtede linesere modeller specielt
staerke og i det naeste afsnit vil vi opsummere analysens resultater.

4.5 Vurdering af modeller

I lgbet af modelleringsprocessen har vi betragtet fire forskellige modeller og forsggt at
skabe en staerk prediktiv model. For endegyldigt at vurdere hvilken modelklasse, der
virker bedst, vil 10-fold cross-validation med 1000 repeats gennemferes og modellerne
sammenlignes med modellen der blot gaetter pa gennemsnittet.
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Figur 13: Venstre: Boxplot over RMSE’en i hver fold for hver model i 10-fold
cross-validation med 1000 repeats.

Hgjre: Den gennemsnitlige RMSE for hver model med errorbars af leengde to
standard error for 10-fold cross-validation med 1000 repeats.

Pa figur 13 kan det tydelig ses, at RMSE’en i hver fold har enorm stor spredning i alle
modellerne, hvilket nok naermere er en konsekvens af cross-validation end af selve model-
len. Alle fire modeller performer bedre end at geette pa gennemsnittet, men det er kun
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en forbedring pa mellem 0.35 og 0.45 RMSE, dvs. en forbedring pa ca. 2.5%. Det er ikke
ligefrem opmuntrende resultater, men efter at fire forskellige modeller allesammen resul-
terer 1 ringe prediktiv kraft, er det nsermere end konsekvens af data end en konsekvens af
modelvalg. Generelt performer de linezere modeller bedre end de traebaserede modeller,
hvilket er en smule overraskende, da traebaserede modeller burde veere mere fleksible. Hvis
man betragter OOF-prediktionerne for hver af de fire modeller (se appendix C for en figur
med alle fire modeller samtidigt), er det sveert at se forskel pa modellernes prediktioner.
Det kunne maske se ud som at de linezere modeller er en smule bedre end de traebaserede,
men ingen af dem ville klassificeres som tilfredsstillende modeller.

Der var generel enighed pa tvaers af modellerne omkring at penisknoglelaengden, far-
ven pa minken og testikelstgrrelsen var de vigtigste prediktorer i modelleringsprocessen.
Testikelasymmetrien indgik i varierende grad og kropsveegten blev som udgangspunkt
ikke vurderet til at vaere vaesentlig. Det er svaert at veere praecis omkring omfanget af
pavirkningen fra prediktorerne grundet den store kollinearitet i data. Det er muligt, at
farven kun er signifikant fordi den indeholder information omkring stgrrelsen pa minkens
reproduktionsorganer, men det kunne ligeledes vaere en ren genetisk ting for sorte mink.

Man kunne kritisere den datadrevne natur af modelleringsstrategien. Det er meget
muligt at det totale antal hvalpe er den mest interessante responsvariabel, men den in-
deholder bade et adfeerdsaspekt, dvs. hanminkens parringsvillighed, en succesrate for
parring og et hvalpepotentiale, dvs. et mal for hvor mange hvalpe man kan forvente pr.
succesfuld parring. Det er sandsynligt at man ville fa stgrre succes med at prediktere en
af disse aspekter med de givne prediktorer, men den rene datadrevne strategi blev valgt,
da den kraever sa fa antagelser som overhovedet muligt. Hvis man havde forsggt sig med
en mere teoriladet modelleringsstrategi, vil man skulle retfaerdigggre uathaengigheden af
de fornaevnte delelementer og den er pa ingen made oplagt.

Det er vigtigt at pointere, at de malte prediktorer sagtens kan vaere brugbare pre-
diktorer, men evt. manglende prediktorers stgj, kan skjule deres prediktive kraft. Hvis
man f.eks. havde malt pa de parrede hunners storrelse og reproduktionsorganer, kunne
man opdage at efter at have kontrolleret for de nye prediktorer, vil hanners egenskaber
pludselig veere langt bedre prediktorer. Da der er tale om biologisk modellering, vil man
skulle forvente en hel del stgj i malingerne og prediktorerne, men en model der kun er
marginalt bedre end at gaette pa gennemsnittet burde alligevel kunne forbedres med an-
dre prediktorer og flere observationer.

De eneste robuste konklusioner fra analysen ma vaere, at hvis man som minkfarmer star
og skal udvaelge hanmink til parring, vil stgrre penisknogler vaere korrellerede med flere
hvalpe og brune mink vil som udgangspunkt fa flere hvalpe end sorte. De lineaere modeller
virker enige om disse konklusioner. Effekten af testikelstgrrelsen og -asymmetrien er mere
uklar. Hvis sammenhangen skulle afklares yderligere burde man betragte ikke-lineaere
modeller f.eks. generalized additive models eller metoder der yderligere kan reducere kol-
lineariteten i data, som f.eks. principal component regression.
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5 Konklusion

I dette projekt er opstillet en reekke modeller, der forsgger at predikterer antallet af fodte
minkhvalpe udfra biologiske egenskaber ved hanminken, szrligt dens reproduktionsorga-
ner. Modellernes prediktionsfejl blev vurderet ved repeated 10-fold cross-validation med
100 repeats. En random forest model blev opstillet med 300 tracer og m = 1 blev ud-
valgt som den bedste parameter med en RMSE pa 16.85. En boosted tree model blev
opstillet med 30 tracer, D =1, M = 1 og A = 0.1 hvilket resulterede i en RMSE pa
16.84. En lineaer regressionsmodel blev udvalgt med best subset selection og inkluderede
4 prediktorer; penisknoglelaengden, farven pa minken og testikelvaegt og -laengde. Denne
blev vurderet til at have en RMSE pa 16.77: En elastic net lineger regressionsmodel blev
udvalgt med o = 0 og A = 0.941 hvilket resulterede i en RMSE pa 16.73. De udvalgte
modeller blev sammenlignet med en model der gaettede pa gennemsnittet, der resulterede
i en RMSE pa 17.2. Ingen af modellerne lod altsa til at performe signifikant bedre end
en model der blot gatter pa gennemsnittet. Modellerne var dog enige om at farven pa
minken, penisknogleleengden og stgrrelsen pa testes var blandt de vigtigste prediktorer
mens kropsvaegten og testikelasymmetrien var blandt de mindst vaesentlige.
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Appendix

A Cross-validation af boosted tree model for fgdte hvalpe
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Figur 14: Plot over RMSE som funktion af antal traeer (K) for M = 3, M = 4 og
M = 6, samt forskellige veerdier af D og A med error bars af lengde to standard
error, estimeret ved repeated 10-fold cross-validation med 100 repeats.
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Figur 15: Plot over RMSE som funktion af antal treeer (K') for M = 8 og M = 10,
samt forskellige veerdier af D og A med error bars af leengde to standard error,
estimeret ved repeated 10-fold cross-validation med 100 repeats.
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B Cross-validation af elastic net model for fadte hvalpe
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Figur 16: Plot over RMSE som funktion af A for forskellige veerdier af o, estimeret
ved repeated 10-fold cross-validation med 100 repeats.
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C OOF-prediktioner for selekterede modeller
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Figur 17: OOF prediktioner for de selekterede modeller.

(Dverst venstre (cyan): Random forest
Overst hgjre (rod): Boosted traeer
Nederst venstre (gron): OLS

Nederst hgjre (bla): Elastic net
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D R-kode til fit af modeller

Herunder ses en delmangde af den anvendte R-kode. Den inkluderede kode er primaert
brugen af cross-validation og fitting af modeller.

library(tidyverse)
library(randomForest)
library(caret)
library(gbm)
library(bestglm)
library (glmnet)

###FarveCC er et dataframe med 8 wartable;
####HF, TVG, TLG, PKL, F, KV, TLD, TVD

###Fit af simpel random forest model
rf.rf <- randomForest(HF ~ ., data=FarveCC, ntree=1000,mtry=2)

###Cross-validation af random forest model

rf.control <- trainControl(method="repeatedcv",number=10,
repeats=1,search="grid",savePredictions="final",
selectionFunction="oneSE")

rf.caret <- train(HF ~ .,data=FarveCC, method = '"rf",
tuneGrid=expand.grid(.mtry=seq(1,7)) ,ntree=300,
importance=TRUE, trControl=rf.control)

###00F for random forest

rf.preds <- rf.caret$pred

rf .preds <- dplyr::summarise(dplyr::group_by(rf.preds,rowIndex,obs),
meanpred=mean (pred) ,SE=sd(pred)/10)

###Cross-validation af boosted tree model

bt.control <- trainControl(method="repeatedcv" ,number=10,repeats=100,
search="grid",savePredictions="final",selectionFunction="oneSE")

bt.grid <- expand.grid(.interaction.depth = ¢(1,2,3,5,7),
.n.trees=c(1:9%10,seq(100,300,by=20) ,seq(350,750,by=50)),
.shrinkage=c(0.1,0.01), .n.minobsinnode=c(1,2,3,4,6,8,10))

bt.caret <- train(HF ~ .,data=FarveCC, method="gbm",
verbose=FALSE,trControl=bt.control, tuneGrid=bt.grid)

###00F for boosted tree

bt.preds <- bt.caret$pred

bt.preds <- dplyr::summarise(dplyr::group_by(bt.preds,rowlndex,obs),
meanpred=mean (pred) ,SE=sd(pred) /10)
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###Best subset selectzron
lm.best <- bestglm(FarveCC,family = gaussian,IC = "CV",
CVArgs=1list(Method="HTF" ,K=10,REP=100))

###Cross-validation for de 7 udvalgte OLS modeller med caret

lm.control <- trainControl(method="repeatedcv",number=10,repeats=100,
savePredictions="final",selectionFunction="oneSE")

lm.caret7? <- train(HF ~ KV + TVG + TVD + TLG + TLD + F + PKL,
data=FarveCC,method="1m",trControl=1m.control)

RepFolds <- 1lm.caret7$control$index

lm.control <- trainControl(method="repeatedcv",number=10,repeats=100,
savePredictions="final",selectionFunction="oneSE",index=RepFolds)

lm.caret6 <- train(HF ~ KV + TVG + TLG + TLD + F + PKL,
data=FarveCC,method="1m",trControl=1m.control)

lm.caretb <- train(HF ~ TVG + TLG + TLD + F + PKL,
data=FarveCC,method="1m",trControl=1m.control)

1m.caret4 <- train(HF ~ TVG + TLG + F + PKL,
data=FarveCC,method="1m",trControl=1m.control)

Im.caret3 <- train(HF ~ TLD + F + PKL,
data=FarveCC,method="1m" ,trControl=1m.control)

1m.caret2 <- train(HF ~ TLD + PKL,
data=FarveCC,method="1m",trControl=1m.control)

lm.caretl <- train(HF ~ PKL,
data=FarveCC,method="1m",trControl=1m.control)

###Bootstrap af estimater fra OLS model
R <- 100000

lm.boot <- matrix(rep(NA,5%R),ncol=5)
colnames (1m.boot) <- c("Intercept","TVG","TLG","F","PKL")
for(i in 1:R)

{
tempdata <- sample_n(FarveCC,dim(FarveCC) [1],replace=TRUE)
1m.boot[i,]<- coef(Im(HF ~ TVG + TLG + F + PKL ,
data=tempdata) ,correlation =T)
}

###00F for OLS model

lm.preds <- 1lm.caret4$pred

lm.preds <- dplyr::summarise(dplyr::group_by(lm.preds,rowIndex,obs),
meanpred=mean (pred) ,SE=sd(pred)/10)

###Cross-validation for elastic net
glmnet.control <- trainControl(method="repeatedcv",number=10,repeats=100,
search="grid",savePredictions="final",selectionFunction="oneSE")
glmnet.grid <- expand.grid(alpha = seq(from = 0, to=1, by=0.05),
lambda = exp(seq(from=-10,to0=2,length.out=100)))
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glmnet.caret <- train(HF ~. ,data=FarveCC,method="glmnet",
trControl=glmnet.control,tuneGrid=glmnet.grid)

###00F for elastic net

glmnet.preds <- glmnet.caret$pred

glmnet.preds <- dplyr::summarise(dplyr::group_by(glmnet.preds,
rowIndex,obs) ,meanpred=mean(pred) ,SE=sd (pred)/10)

####Model sammenligning med cross-wvalidation

comp.control <- trainControl(method="repeatedcv" ,number=10,repeats=1000,
savePredictions="final")

rf.comp <- train(HF ~ .,data=FarveCC,method="rf",trControl=comp.control,
ntree=300,tuneGrid = expand.grid(.mtry=1))

comp.control <- trainControl(method="repeatedcv" ,number=10,repeats=1000,
savePredictions="final",index = rf.comp$control$index)

bt.comp <- train(HF ~ .,data=FarveCC,method="gbm",verbose=FALSE,
trControl=comp.control, tuneGrid =
expand.grid(.interaction.depth=1, .n.trees=30,
.shrinkage=0.1, .n.minobsinnode=1))

lm.comp <- train(HF ~ TVG+TLG+PKL+F,data=FarveCC,
method="1m",trControl=comp.control)

glmnet.comp <- train(HF ~ .,data=FarveCC,method="glmnet",

trControl=comp.control, tuneGrid = expand.grid(alpha=0,

lambda=glmnet.caret$bestTune$lambda))

####Mean model

L <- length(rf.comp$control$index)

mean_rmse <- rep(NA,L)

for (i in 1:L)

{
xbar <- mean(FarveCC$HF [unname (unlist(rf.comp$control$index[i]))])
mean_rmse[i] <- sqrt(sum((FarveCC$HF [-unname (unlist(
rf.comp$control$index[i]))]-xbar) ~2)/length(
FarveCC$HF [-unname (unlist (rf.comp$control$index[i]))]1))

+

mean.comp <- data.frame(RMSE = mean(RMSE) ,RMSESE = sd(RMSE)/sqrt(L))
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